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Úvod
Neurónové siete je dnes možné chápať ako výrazne interdisciplinárny smer vedeckej činnosti (Kopčo, 1999). Úspech pri ich používaní si vyžaduje určité znalosti z odborov ako matematika (vytvárajú sa zložité matematické modely, ktorých dynamický popis a analýza, napríklad z hľadiska stability, sú veľmi dôležité), umelá inteligencia (pôvod a využívanie podobných prostriedkov, viď ďalej), kybernetika (z jej hľadiska nie sú neurónové siete ničím viac ako nelineárnymi dynamickými systémami), neurobiológia (potreba poznať to, čo modelujeme), výpočtová technika a programovanie (presnejšie povedané to, čo sa zahŕňa pod anglický pojem Computer Science - pretože všetky modely a aplikácie sa vytvárajú ako algoritmy a implementujú na počítačoch), fyzika (niektoré neurónové siete vychádzajú priamo zo štatistickej fyziky) a iné.

Pôvod neurónových sietí (Kopčo, 1999) je najskôr možné spájať s umelou inteligenciou, vo vzťahu ku ktorej je možné definovať dve základné stratégie vysvetľovania kognitívnych procesov, a to takzvanú stratégiu zhora - nadol  (anglicky ,,top-down``) a stratégiu zdola - nahor  (anglicky ,,bottom-up``)

Prvá stratégia je preferovaná takzvanou symbolickou vetvou odboru umelej inteligencie (anglicky tiež občas označovanou ako ,,GOAI`` - Good Old Artificial Intelligence, čiže Stará dobrá umelá inteligencia.

Druhá stratégia, stratégia zdola - nahor, vychádza z názoru, že kognitívne procesy prebiehajúce v biologických systémoch nie je možné vysvetliť a tým pádom ani modelovať bez pochopenia im podliehajúcich štruktúr a ich funkcií v mozgu. 

Z hľadiska tohoto delenia je možné neurónové siete jednoznačne zaradiť do druhej skupiny preferujúcej prístup zdola - nahor. 

V súčasnosti sa neurónové siete (Kopčo, 1999), spolu s genetickými algoritmami a s fuzzy logikou, začínajú zaraďovať pod spoločný názov Výpočtová inteligencia (anglicky Computational intelligence). Tento vývoj je možné vysvetliť z viacerých hľadísk. 
Hlavným dôvodom je to, že neurónové siete je možné chápať ako paralelné systémy skladajúce sa z viac-menej autonómnych jednotiek (neurónov) vykonávajúcich určité výpočtové úkony. Na rozdiel od ,,GOAI`` sa tu teda nemanipuluje s nejakými vysoko abstraktnými symbolmi a hlavným prostriedkom nie je formálna logika, ale algoritmus definovaný ako sekvencia matematických úkonov. 
Z neurobiologického hľadiska je zaradenie neurónových sietí pod výpočtovú inteligenciu možné vysvetliť tým, že neurónové siete sú v stále väčšej miere čisto abstraktným matematickým modelom, bez opory v biologických systémoch.

Neurónové siete (Kopčo, 1999), tak ako ich poznáme dnes, sú výsledkom súbežného vývoja v dvoch v predošlých častiach zmienených oblastiach, a to v oblasti modelovania neurobiologických systémov a v oblasti technických aplikácií neurónových sietí. A tak sa pri štúdiu neurónových sietí na jednej strane stretávame so zložitými modelmi, ktoré vysvetľujú špecifické biologické fenomény a majú veľmi obmedzené praktické použitie. Na druhej strane existujú technické aplikácie, v ktorých je pomenovanie neurón resp. neurónová sieť, pokiaľ toto pomenovanie má vyjadrovať určitú súvislosť s biologickými nervovými systémami, veľmi diskutabilné. Keďže sú ale neurónové siete pomerne novou vedeckou disciplínou, je toto len jedna z mnohých otázok, ktorých objasnenie ostáva otvorené pre budúcnosť.
Špeciálnou časťou neurónových sietí sú siete založené na tzv. ART ( Adaptive Resonance Theory) Teórii Adaptívnej Rezonancii. Sú to siete, ktoré slúžia na zhlukovanie a klasifikáciu dát. Siete typu ART sú rekurentné a používajú nekontrolované učenie. Pre kontrolované učenie boli vyvinuté siete typu ARTMAP, ktoré už používajú učenie s učiteľom. Tak iste siete typu ARTMAP slúžia na klasifikáciu a zhlukovanie. Táto práca pojednáva o možnosti využitia distribuovanej reprezentácii tried v systémoch typu ARTMAP. O niečo podobné sa pokúšal Distribuovaný ARTMAP, ale z dôvodov, ktoré budú neskôr vysvetlené nesplnil očakávania a vývoj sa vrátil k modifikovanej verzii Fuzzy ARTMAPu s názvom Default ARTMAP, ktorý nevyužíva distribúciu vo fáze učenia (iba vo fáze testovania). 
Formulácia úlohy

Témou mojej diplomovej práce bolo navrhnúť mechanizmus pre riešenie distribúcie tried v sieti typu Default ARTMAP. Tomuto ale muselo predchádzať implementácia systému Default ARTMAP a presvedčenie sa, že daný systém pracuje korektne na vybraných benchmarkoch. Pri modifikovanom Default ARTMAPe nazvanom Proporčný ARTMAP previesť sériu testov a zabezpečiť spätnú kompatibilitu smerom k systému Default ARTMAP pri vhodne nastavených parametroch a vykonať niekoľko porovnávacích testov na zistenie správania sa systému v porovnaní s podobnými systémami. Tieto ciele by sa dali zhrnúť v nasledujúcich bodoch:
1. Vypracovať prehľad o Teórii adaptívnej rezonancie so za meraním na možnosti využitia distribuovanej aktivácie v neurónových sieťach založených na tejto teórii.

2. Implementovať neurónovú sieť Default ARTMAP navrhnutú Carpenterovou (2003).

3. Navrhnúť a implementovať mechanizmus pre distribuované zhlukovanie tried v sieti Default ARTMAP.

4. Porovnať správanie sa navrhnutého systému s existujúcimi klasifikačnými systémami na benchmark dátach.

5. Vypracovať dokumentáciu podľa pokynov vedúceho diplomovej práce.

Popis diplomovej práce

V kapitole nazvanej Teória neurónových sietí je popísaný stručný prehľad základných pojmov z oblasti neurónových sietí a tak isto základných typov neurónových sietí. Rovnako je tam podaný stručný prehľad prístupov k neurónovým sieťam a uvedené základné druhy neurónových sietí.
V kapitole Teória adaptívnej rezonancie je priblížený pohľad na túto časť neurónových sietí, v skratke vysvetlená história, od vzniku až po súčasnosť, podrobne popísané jednotlivé druhy sietí spadajúce do tejto kategórie od najstarších až po najmladšie (Default ARTMAP).
Kapitola Default ARTMAP sa zaoberá teóriou okolo tejto neurónovaj siete jej dynamikou, implementáciou do prostredia MATLAB, čo je vlastne jeden bod diplomovej práce a porovnanie dosiahnutých výsledkov.
V kapitole Proporčný ARTMAP, ktorá je vlastne hlavnou témou diplomovej práce sú podrobne rozobraté dôvody, prečo vlastne táto diplomová práca sa zaoberá tým, čo sa už niekto pokúšal riešiť, je tam popísaná dynamika systému  s podrobným vysvetlením jednotlivých častí a parametrov. Táto kapitola taktiež obsahuje podkapitolu experimenty, v ktorej sú spravené viaceré ukážky ako navrhovaná sieť funguje a jej porovnanie so sieťami podobnými.
Kapitola zhodnotenie riešenia obsahuje zhodnotenie prínosu tejto diplomovej práce vymenovanie kladov a záporov a celkový prínos diplomovej práce.

Teória neurónových sietí

Teória neurónových sietí bola inšpirovaná už prácou amerického psychológa Edwarda Lee Thorndika, ktorý skúmal správanie a proces učenia živočíchov. Na začiatku 20. storočia vypracoval na základe svojich pozorovaní teóriu  konekcionizmu, ktorý hovorí, že odozvy na špecifické stimuly sa vytvárajú v procese pokusov a chýb ktoré ovplyvňuje neurónové spojenia medzi stimulmi a     najuspokojivejšími odozvami organizmu.

Takými istými princípmi sa riadi aj väčšina dnes používaných umelých neurónových sietí, rozdiely medzi nimi sú pritom predovšetkým v tom, aký dosah má každý jednotlivý pokus a s ním spojená chyba na jednotlivé neuróny a prepojenia medzi nimi.
Základné pojmy teórie neurónových sietí
Neurónová sieť je masívny paralelný procesor (Sinčák, 1996), ktorý má sklon k uchovávaniu experimentálnych znalostí a ich ďalšieho využívaniu. Napodobňuje ľudský mozog v dvoch aspektoch:


-  poznatky sú zhromažďované v neurónovej sieti počas jej učenia


- na ukladanie znalostí sú využívané medzineurónové spojenia tzv.  

    synaptické váhy

Toto je jedna z definícií neurónovej siete, akceptovaná komunitou ktorá sa s týmto zaoberá. Je zrejmé, že inšpirácia ku vzniku neurónových sietí prišla z biologických systémov. Ináč povedané, jedná sa o simuláciu mozgu.

Jednou z veľmi významných vlastností neurónových sietí je (Sinčák, 1996), že svojím spôsobom je to tzv. univerzálny aproximátor funkcií. Môže sa stať, že máme systém, ktorého popis je mimoriadne náročný alebo je  natoľko zložitý, že je priam nemožné urobiť jeho popis. Ak však máme dáta ktoré do systému vstupujú a k nim odpovedajúcu odozvu systému, potom môžeme použiť vhodnú neurónovú sieť a pokúsiť sa ju naučiť správať sa ako sledovaný systém pomocou trénovacích údajov (už spomínaných vstupov a výstupov). Toto je moment, ktorý ovplyvňuje aplikačné uplatnenie neurónových sietí v praxi.
Pri štúdiu neurónových sietí rozlišujeme tri oblasti:


Teória     – 
matematický rozbor činnosti neurónových sietí, problémy 



neurónových sietí 
ako dynamického systému vo 



všeobecnosti, teoretické rozbory a návrhy topológie 



a pod.


Simulácia – ide o simuláciu na počítačových systémoch. Hlavným 



problémom 
simulácie je naučiť neurónovú sieť správať 



sa určitým spôsobom. Proces učenia je 
veľmi časovo 



náročný a vyžaduje veľké výpočtové výkony.


Implementácia – ide o implementáciu naučenej neurónovej siete do 



hardwarovej 
formy.

Základná stavebná jednotka neurónovej siete

Základným elementom neurónovej siete je neurón. V porovnaní s ľudským neurónom je počítačový model neurónu omnoho rýchlejší. Problém však leží trochu inde. Ľudský neurón je síce pomalší ako počítačový, ale ich počet je s počtom umelých neurónov neporovnateľný. Svorne sa tvrdí, že ľudský mozog obsahuje približne 1011 až 1014 neurónov. Z toho každý neurón je prepojený asi s 103 až 104 inými neurónmi. Tu sa vynára základná črta mozgu, kvôli ktorej funguje tak, ako funguje, a to je jeho paralelnosť a využitie obrovského počtu pomalších biologických neurónov. 

Každá neurónová sieť sa skladá z neurónov, ktoré majú túto štruktúru:

-vstup do neurónu (dendrid) z ľubovolných iných neurónov

-prah ovplyvňujúci veľkosť vstupu
-telo neurónu, ktoré je charakteristické dvoma funkciami:

- aktivačná funkcia


- výstupná funkcia
- výstup z neurónu (axon) ktorý sa pomocou synapsií napája na dendridy    
  ďalších neurónov
Podľa polohy neurónu vzhľadom k toku signálu označujeme neuróny ako predsynaptické a postsynaptické. Spôsob, akým sú neuróny v sieti poprepájané a akým smerom sa v sieti šíria signály určuje topológiu siete. 

Pri aplikáciách neurónových sietí sú kľúčové tieto pojmy:

učenie – prvá fáza vývoja, pri ktorej sa upravujú váhy spojení medzi neurónmi, 

čiže sieť získava vedomosti o prezentovaných dátach

testovanie – v tejto fáze sa na testovacej množine dát overuje kvalita naučenia 

siete

použitie – priame aplikačné nasadenie neurónovej siete

Rôzne simulátory sa zameriavajú hlavne na prvé dve fázy, preto je v nich dôležité určenie trénovacej  testovacej funkcie. Veľmi dôležitým pojmom v oblasti neurónových sietí je otázka stability, t.j. snaha nájsť takú sieť, ktorá sa pri učení nedostane do nestabilného stavu. S tým súvisí aj rýchlosť učenia siete.

Základné topológie sietí
Z topologického hľadiska sa neuróny v sieti rozdeľujú na neuróny vstupnej, skrytej a výstupnej vrstvy, podľa toho, kde v sieti sa nachádzajú. 

Podľa toho, či sa signály v sieti šíria iba jednosmerne (od vstupnej k výstupnej vrstve), alebo je možné aj šírenie v opačnom smere, rozdeľujeme siete na:
dopredné – signály sa šíria iba jedným smerom

rekurentné – signály sa šíria v oboch smeroch

Signály sa môžu šíriť synchrónne (všetky neuróny sa aktivujú naraz) alebo sekvenčne (neuróny menia svoj stav postupne).

Základné typy učenia neurónových sietí
Učenie v neurónových sieťach je vlastne adaptácia váh medzi jednotlivými neurónmi. Po jeho ukončení sa vo váhach neurónovej siete nachádzajú naučené znalosti neurónovej siete. Podľa toho, ako sa váhy v priebehu učenia menia, rozlišujeme niekoľko typov učenia:
- kontrolované učenie alebo názornejšie povedané učenie s učiteľom – tu sa 

sieti prezentujú vzorky s požadovaným výstupom, ktorému sa sieť snaží 

maximálne priblížiť. Toto učenie sa zvyčajne končí, keď sa dosiahne 

určitá presnosť odozvy siete.
- nekontrolované učenie alebo učenie bez učiteľa – sieti sa prezentujú iba 

vstupné vzorky a jej odozva závisí iba od charakteru, akým sieť reaguje 

na impulzy z jednotlivých vstupov. Toto učenie sa zvyčajne končí vtedy, 

ked sieť dosiahne stabilný stav.

Prehľad niektorých druhov neurónových sietí

Ako vyplýva z predchádzajúcich častí, neurónové siete sa rozdeľujú v prvom rade podľa dvoch hľadísk a to z hľadiska topologického a z hľadiska prítomnosti učiteľa pri učení neurónovej siete.

Siete sa potom delia na:

- dopredné neurónové siete s učením bez učiteľa napr. Kohonenove siete

- dopredné neurónové siete s kontrolovaným učením napr. Dopredné siete so 

spätným šírením chyby (tzv. Back Propagation of Error siete)

- rekurentné siete s učením bez učiteľa napr. Siete typu ART (Adaptive 


Resonance Theory)

- rekurentné siete s kontrolovaným učením napr. Siete ARTMAP

Ako bolo už v zadaní Diplomovej práce spomenuté, budem sa zaoberať hlavne sieťami, ktoré spadajú do popisu ART/ARTMAP a ich jednotlivými modifikáciami.
Teória adaptívnej rezonancie 

Výraznou črtou ľudskej pamäti (Kopčo, 1999) je jej schopnosť učiť sa nové veci bez toho, aby zabúdala predtým nadobudnuté vedomosti. Bolo by veľmi výhodné, ak by sa podarilo vytvoriť umelú neurónovú siete s podobnými vlastnosťami. Ale väčšina dosiaľ používaných neurónových sietí túto schopnosť nemá a skôr má sklon zabúdať staré znalosti v prípade, že sa pokúšame doplniť nejaké znalosti nové. Napríklad  ak sme sieť typu FF NN s učiacim algoritmom backpropagation naučili 10 vecí  a chceme doplniť jednu novú  sieť musí byť trénovaná odznova použitím všetkých 11 vzoriek. Tento problém je potrebné riešiť v prípade, že chceme vytvoriť systém schopný autonómne sa prispôsobiť nečakaným zmenám vonkajšieho prostredia v reálnom čase. Ukázalo sa, že systém vyhovujúci pre daný problém by mal optimálne riešiť spomínanú dilemu stability a plasticity.

 Vlastnosti stability a plasticity môžu byť definované nasledovne:

Plasticita: 

Systém v priebehu učenia generuje rozpoznávacie kódy ako odozvu na 
postupnosť vstupných vzoriek z okolitého prostredia. Pritom sa postupne 
vytvárajú takzvané vzorky kritických príznakov, čo znamená, že každý 
rozpoznávací kód si ponechá len tie príznaky, ktoré ho odlišujú od kódov 
ostatných tried. 

Stabilita: 

V priebehu učenia sa vytvárajú stabilné stavy, ktoré zabezpečujú priamu odozvu 
na už známu vzorku, pričom sa vnútorne rozhoduje o tom, či sa pre 
prezentovanú vzorku vytvorí nová kategória, alebo či sa vykoná iba úprava kódu 
niektorej už existujúcej kategórie. 

Potom dilema stability a plasticity môže byť popísaná nasledujúcou skupinou otázok: 

Ako zabezpečiť, aby systém zostal dostatočne adaptívny (plastický) v odozve na výrazne novú vstupnú vzorku, a pritom bol len mierne ovplyvnený (stabilný) v prípade, že vstupná vzorka nie je natoľko dôležitá? 

Ako má systém vedieť, kedy sa má prepnúť do stabilného a kedy do plastického módu, tzn., ako dosiahnuť stabilitu bez neflexibilnosti a plasticitu bez vzniku chaosu v systéme? 

Ako zaistiť, aby si systém zachoval skôr naučené vedomosti a zároveň sa učil nové veci? 

Návrhom riešenia tohto problému sa zaoberali Stephen Grossberg a Gail Carpenterová. Nimi vypracovaná metóda sa nazýva Adaptive Resonance Theory (ART - teória adaptácie a rezonančnej odozvy), a táto teória bola navrhnutá ako neurónová sieť, ktorá sa v reálnom čase samoorganizuje a vytvára stabilne rozpoznávacie kódy ako odozvu na ľubovoľné sekvencie vstupných vzoriek.

 Názov ART súvisí so spôsobom, akým v sieti prebieha učenie a hľadanie víťaza. Vstupná informácia osciluje vo forme signálov reprezentovaných aktiváciami neurónov medzi dvoma vrstvami neurónov až dokiaľ sa nedosiahne rezonancia. V tom momente nastáva učenie, čiže adaptácia váh.
 Rezonancia môže nastať dvoma rôznymi spôsobmi, a to v prípade, že sieť už v minulosti spracovávala takú istú alebo veľmi podobnú vzorku - vtedy rezonancia nastáva okamžite; alebo v prípade, že vstupná vzorka je odlišná od všetkých predošlých - vtedy sa spúšťa proces prehľadávania naučených kódov a porovnáva sa ich podobnosť s prezentovanou vzorkou, pričom je definovaná určitá prahová hodnota, ktorá určuje minimálnu akceptovateľnú podobnosť víťaznej triedy. Ak tento prah nespĺňa žiadna z už známych tried, systém vytvorí triedu novú, identickú s prezentovanou vzorkou. Takto sa zároveň dosahuje stabilita (sieť rezonuje v prípade známeho vstupu) aj plasticita (zachovanie schopnosti učiť sa nové neznáme vzorky).
Teoretické úvahy pre vypracovanie teórie ART boli prezentované už pred dvadsiatimi rokmi. Princípy tejto teórie boli od tej doby úspešne použité pre vysvetlenie komplikovaných dát týkajúcich sa správania a mozgových štruktúr z hľadiska vizuálneho vnímania, vizuálneho rozpoznávania objektov, identifikácie zdroja zvuku, rozpoznávania reči a slov s premenlivou rýchlosťou, ako aj niektorých aspektov senzorického vnímania a motorického riadenia. Naviac boli koncepty teórie ART prepracované do presných matematických systémov, ktoré boli použité v množstve technických aplikácií, ako napríklad pre riadenie mobilných robotov, pre rozpoznávanie a vyhľadávanie súčiastok používaných pri stavbe lietadiel, pre riadenie jadrových reaktorov, rozpoznávanie trojrozmerných objektov, analýzu hudby, ako aj pre spracovanie seizmických, radarových a iných obrazov. Tieto biologické a technické aplikácie využívajú kľúčové vlastnosti systémov ART, ktoré budú popísané v nasledujúcich dvoch kapitolách.
Siete typu ART
Siete ART ako sme už spomínali v predchádzajúcich kapitolách majú rekurentnú architektúru a používajú učenie bez učiteľa. Tu je nasledujúci prehľad sietí typu ART.

1.1.1 ART1
Základná architektúra sietí ART 1 je tvorená tromi skupinami neurónov (viď Obr. 5.1): 
1. Vstupná vrstva (označovaná F0) slúži iba na zaznamenanie hodnôt vstupnej 

vzorky. 

2. Porovnávacia vrstva (označovaná F1), v ktorej sa zisťuje, či je víťazná 


kategória dostatočne podobná vstupnej vzorke. 

3. Rozpoznávacia vrstva (označovaná F2), aktivácia neurónov ktorej určuje 

víťaznú triedu v danom kroku hľadania. 
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Obr. 5.1: Architektúra siete ART1 (Kopčo, 1999)
Vrstvy F1 a F2 tvoria tzv. krátkodobú pamäť (anglicky Short-Term Memory - STM), pretože sa v nich uchovávajú informácie týkajúce sa iba jednej prezentácie vzoriek, zatiaľ čo synaptické spojenia, spájajúce tieto dve vrstvy úplným obojsmerným prepojením, tvoria dlhodobú pamäť (Long-Term Memory - LTM), keďže uchovávajú informácie o všetkých doteraz naučených kategóriách. Medzi vrstvami F1 a F2 oscilujú signály vyvolané prezentáciou vzorky na vstupe. V rozpoznávacej vrstve sa vygeneruje hypotéza o tom, ktorá kategória by mala klasifikovať danú vzorku. V nasledujúcom kroku sa v porovnávacej vrstve vyhodnotí, či odozva rozpoznávacej vrstvy reprezentuje prezentovanú vzorku dostatočne. Ak je podobnosť dostatočná, nastáva tzv. stav rezonancie a následne adaptácia synaptických spojení medzi víťazným rozpoznávacím neurónom a všetkými neurónmi v komparačnej vrstve F1. 

Okrem týchto troch vrstiev neurónov (F0, F1 a F2) obsahuje sieť aj niekoľko ďalších špeciálnych neurónov slúžiacich k riadeniu jej činnosti. Neuróny Zisk1 a Zisk2 slúžia výlučne k synchronizácii siete. Ich úlohou je rozhodovať, kedy sa môžu aktivovať vrstvy F1 a F2. Riadiaci neurón Reset má úlohu definovanú priamo v algoritme učenia siete. Tento neurón rozhoduje na základe porovnania vstupnej a komparačnej vrstvy o tom, či nájdená víťazná kategória v rozpoznávacej vrstve spĺňa definované kritéria. V prípade, že kritérium podobnosti splnené nebolo, vyšle sa z tohoto neurónu všetkým neurónom vo vrstve F2 takzvaný orientačný signál, ktorý zmrazí aktuálneho víťaza vo vrstve F2 na celý zvyšok prezentácie danej vzorky, čím umožní pokračovať v hľadaní triedy, ktorá dostatočne reprezentuje prezentovanú vzorku, prípadne vedie k vytvoreniu novej kategórie reprezentovanej novým neurónom vo vrstve F2. 

Na Obrázku 5.1 sú riadiace spojenia označené plnými šípkami. Ostatné spojenia slúžia k šíreniu vzoriek medzi jednotlivými vrstvami siete. Každá čiara predstavujúca riadiace spojenie smerujúce z vrstvy F0, F1, alebo F2, respektíve do niektorej z týchto vrstiev, reprezentuje skupinu celú spojení vedúcu od alebo ku každému neurónu v príslušnej vrstve. 
Pri praktickom použití sietí ART 1 vznikajú určité problémy s nastavením parametrov. Taktiež sú tieto siete veľmi citlivé na šum vo vstupných dátach. Ak sú zo vstupných vzoriek občasne náhodne vynechané niektoré bity, môže to viesť k tomu, že uložené prototypové vektory sa budú postupne meniť a prestanú reprezentovať správne kategórie, čo je dôsledkom adaptačného pravidla pre tieto siete. 
Ďalšou praktickou nevýhodou môže byť veľká pamäťová náročnosť sietí ART 1. Na reprezentovanie každej kategórie potrebujeme jeden neurón a 2N spojení, plus množstvo spojení vedúcich k riadiacim neurónom (Zisk1, Zisk2 a Reset). 
Ďalším problémom je, že jednotlivé neuróny majú charakter takzvaného ,,Neurónu starej mamy`` (anglicky Grandmother neuron). Toto označenie znamená, že každý neurón vo vrstve F2 úplne reprezentuje jednu kategóriu. Ak by tento neurón prestal fungovať, jemu prislúchajúca kategória by sieťou už viac nemohla byť rozpoznaná. O neuróne starej mamy sa v tejto súvislosti hovorí preto, že ak by takto fungoval ľudský mozog, tak by sa nám raz mohlo stať, že by sme nespoznali svoju starú mamu jednoducho preto, že nám odumrel jeden neurón. Niektoré z uvedených problémov boli vyriešené v sieti ART 2.

1.1.2 Fuzzy ART
Siete typu Fuzzy ART boli vyvinuté ako kombinácia sietí ART 1 a niektorých pravidiel manipulácie s fuzzy množinami. Hlavným cieľom tejto kombinácie bolo vytvoriť neurónovú sieť vychádzajúcu z teórie ART, ktorá by umožňovala nekontrolované učenie analógových vzoriek, ale pritom by sa výrazne nezhoršili jej parametre z hľadiska rýchlosti učenia, ako je tomu v sieťach typu ART 2. 

Model Fuzzy ART v sebe zahŕňa črty sietí ART1 a iných sietí triedy ART, ktoré vhodným spôsobom kombinuje s operáciami definovanými pre manipuláciu s fuzzy množinami. Konkrétne sa boolovské operácie s množinami nahrádzajú ich ekvivalentmi z fuzzy logiky. Napríklad všetky výskyty operátora množinového prieniku vo funkciách popisujúcich sieť ART 1 sú nahradené operátorom Fuzzy AND, čo je vlastne minimum dvoch hodnôt. V algoritme pre ART 1 sa operátor prieniku vyskytuje tri-krát: pri voľbe víťaznej kategórie (t.j. návrhu hypotézy), pri overovaní navrhnutej hypotézy a pri učení. 

Voľba víťaznej kategórie vo vrstve F2 môže byť zapísaná aj takto: 

[image: image2.png]I Nyl





Jej analógia pre fuzzy množiny vyzerá takto: 
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Zatiaľ čo v ART 1 sa používali dve linky spájajúce neuróny z vrstiev F1 a F2 v oboch smeroch, vo Fuzzy ART sú tieto linky nahradené jednou obojsmernou. Tj teraz reprezentuje mieru do ktorej je váhový vektor [image: image4.png]


fuzzy podmnožinou vstupného vektora [image: image5.png]


. To súvisí s definíciou miery do akej je analógový vektor [image: image6.png]


fuzzy podmnožinou vektora X. Táto miera sa v teórii fuzzy množín definuje rovnicou:
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Pritom konštanta [image: image8.png]


 v rovnici, v prípade že je dostatočne malá, má jedinú funkciu, a to zabezpečiť, že vybratá bude najväčšia podmnožina množiny [image: image9.png]


.

Kritérium zhody navrhnutej kategórie a vstupného vektora, ktoré bolo definované rovnicou, sa dá zapísať aj v tvare
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Vo Fuzzy ART má táto rovnica analógiu v tvare:
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Pre úpravu váh sa v algoritme ART 1 používala rovnica 4.14. Táto rovnica sa vo Fuzzy ART používa v tvare:
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Ako nová črta sa v algoritme pre Fuzzy ART zavádza rýchlosť učenia (learning rate)  [image: image13.png]


 , a pravidlo pre aktualizáciu váh sa potom rozšíri na tvar:
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Pre hodnotu [image: image15.png]


sa  predchádzajúca rovnica redukuje na pôvodnú rovnicu. Takéto učenie sa anglicky nazýva fast-learning (rýchle učenie). 

Ďalším rozdielom medzi ART 1 a Fuzzy ART je rozdielna inicializácia váh súvisiaca s tým, že hodnoty váh už nemôžu byť normované na 1 ako to bolo v prípade váh [image: image16.png]P+ Py



v ART 1. To, aby sa najprv otestovali už použité neuróny v F2, sa zabezpečuje algoritmicky, ale napriek tomu to znamená mierne spomalenie a občasné rozdiely v klasifikácii medzi oboma algoritmami. 

Siete Fuzzy ART sa rýchlo po ich uvedení stali veľmi populárnymi a boli použité v mnohých technických aplikáciách. 

1.1.3 Distribuovaný ART
Všetky dosiaľ zmienené siete triedy ART používali pri stanovení kategórie, do ktorej bude prezentovaná vzorka klasifikovaná, konkurenčné učenie (založené na princípe ,,Víťaz berie všetko - WTA). Pritom boli rozpoznávacie kategórie reprezentované izolovane, každá jedným neurónom vo vrstve F2. Na druhej strane existuje niekoľko učiacich algoritmov neurónových sietí, napríklad známe učenie so spätným šírením chyby (Backpropagation), ktoré využívajú distribuované kódovanie. Tým sa dosahujú dobré vlastnosti z hľadiska odolnosti voči šumu ako aj z hľadiska komprimácie informácií. Pritom sú ale tieto učiace algoritmy obyčajne veľmi pomalé. 

Distribuovaný ART (anglicky Distributed ART - dART) je neurónovou sieťou založenou na Adaptive Resonance Theory, ktorá zachováva stabilné kódovanie, rozpoznávanie a klasifikovanie, ale pritom umožňuje vytváranie ľubovoľne distribuovaného kódu reprezentujúceho kategórie počas učenia ako aj počas ,,života`` siete. Učiaci algoritmus tejto siete predstavuje nekontrolované učenie analógových vzoriek. Ak sa vytváraný kód obmedzí na jeden neurón, stane sa model dART výpočtovo ekvivalentným so sieťou Fuzzy ART (viď. predchádzajúca kapitola). 
Dynamické spojenia medzi neurónmi umožňujú distribuovanému ARTu v procese učenia automaticky rozložiť zmeny synaptických váh podľa stupňa aktivácie každého jednotlivého rozpoznávacieho neurónu vo vrstve F2. Táto vlastnosť umožňuje rýchle ako aj pomalé učenie bez toho, aby hrozilo zabúdanie (čiže prepísanie) dôležitých kategórií. Signál, ktorý aktivuje distribuovaný kód, sa skladá z fázovej zložky, ktorá je funkciou práve prezentovanej vzorky, a z tónickej zložky, ktorá závisí na predošlom učení, ale je nezávislá na aktuálne prezentovanej vzorke. Funkcie pre výpočet fázovej a tónickej zložky boli odvodené pomocou formálnej analýzy učenia distribuovaných vzoriek. Aj napriek tomu je ich ale možné interpretovať ako procesy prebiehajúce v postsynaptickej membráne, pričom výrazy popisujúce fázovú zložku sa interpretujú ako receptory citlivé na určitý chemický prvok, a výrazy popisujúce tónickú zložku predstavujú receptory citlivé na napätie. 

Aj napriek tomu, že dART je v prípade použitia stratégie WTA výpočtovo ekvivalentný so sieťou Fuzzy ART, architektúra siete dART sa líši od štandardnej architektúry používanej v ostatných systémoch triedy ART. Hlavná odlišnosť je v tom, že výstup zo vstupnej vrstvy F0 smeruje do vrstvy F2 nie len prostredníctvom vrstvy F1, ale aj priamymi linkami spájajúcimi vrstvy F0 a F2. Táto úprava je nutná z toho dôvodu, že v systéme dART je v rozpoznávacej vrstve F2 aktívnych viacero neurónov a preto porovnávacia vzorka vo vrstve F1 predstavuje kombináciu kategórií reprezentovaných všetkými aktívnymi neurónmi vo vrstve F2 a vstupného signálu z vrstvy F0. Aj napriek tejto úprave si ale adaptívne váhy uchovávajú stabilitu vytváraného kódu a v prípade konkurenčného učenia vedú k správaniu zhodnému so sieťou Fuzzy ART. 

Sieť typu dART je zatiaľ posledným členom skupiny sietí ART a dá sa očakávať, že niektoré jej špecifické vlastnosti sa budú ešte v budúcnosti vyvíjať. 

Siete typu ARTMAP

Siete ARTMAP ako sme už spomínali v predchádzajúcich kapitolách majú rekurentnú architektúru a používajú kontrolované učenie. Tu je nasledujúci prehľad sietí typu ARTMAP.

1.1.4 ARTMAP
Základná štruktúra siete ARTMAP je tvorená tromi podsieťami (viď Obrázok 5.2): 

1. Podsieť ARTa je sieť typu ART 1 a tvorí klasifikačnú časť siete. Na jej vstup 

sú prezentované vstupné vzorky a v nej sa vytvárajú interné kategórie pre 

tieto vstupné vzorky. 

2. Podsieť ARTb je tak isto kompletná sieť typu ART 1. Slúži na vytvorenie 

vnútorných kategórií pre jednotlivé užívateľom zadané kategórie. Túto 

časť siete ARTMAP je za určitých okolností možné vynechať. 

3. Sieť ARTMAP má aj špeciálnu zložku nazývanú MAPFIELD, v ktorej sa 

asociujú interné kategórie vytvorené podsieťou ARTa s klasifikačnou 

triedou určenou v podsieti ARTb. V priebehu učenia sa v prípade, že 

podsieť ARTa klasifikovala vzorku do inej triedy ako bolo požadované 

učiteľom, vyvolá takzvaný Match-Tracking, čiže hľadanie nového víťaza 

v podsieti ARTa. Vo fáze testovania práve MAPFIELD určuje, či sieť 

klasifikuje danú vzorku správne. 
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Obr 5.2.1: Architektúra siete ARTMAP (Kopčo, 1999)
Podsieť ARTa je s časťou MAPFIELD spojená úplným prepojením, čo umožňuje, aby ľubovoľné interné kategórie boli spojené s jednou kategóriou v časti MAPFIELD. MAPFIELD má zhodný počet neurónov ako má sieť ARTb vo vrstve F2b. Každý neurón z F2b je spojený práve s jedným neurónom časti v MAPFIELD. To znamená, že kategória určená podsieťou ARTb sa jednoducho skopíruje do aktivácie zodpovedajúceho neurónu v časti MAPFIELD. V prípade, že si želáme, aby učiteľom predpísané kategórie boli presne dodržané, je možné podsieť ARTb vynechať a pôvodný vstup do nej prepojiť priamo na vstup do časti MAPFIELD. Podmienkou ale je, že každá kategória bude na vstupe reprezentovaná aktiváciou práve jedného neurónu a aktivácie ostatných neurónov budú nulové.

Keďže siete ARTMAP vychádzajú zo sietí ART 1, ponechávajú si aj nevýhody týchto sietí, a to predovšetkým citlivosť voči šumu a veľké pamäťové nároky. Pritom sú ale tieto siete pomerne rýchlym a presným klasifikačným nástrojom.

1.1.5 Fuzzy ARTMAP

Siete Fuzzy ARTMAP sú určené pre kontrolované učenie analógových vzoriek. Tieto siete sú topologicky zhodné so sieťami ARTMAP. Jediný rozdiel medzi nimi je v tom, že ako podsiete ARTa a ARTb sú použité siete typu Fuzzy ART namiesto pôvodných sietí ART 1. V časti MAPFIELD nebola pri návrhu tejto siete potrebná žiadna zmena, keďže do nej vedú iba vstupy z vrstiev F2, ktorých charakter sa nezmenil (stále platí že aktívny je jediný neurón predstavujúci víťaznú triedu v danej podsieti). 

Z hľadiska učenia ale nastalo niekoľko zmien, súvisiacich so skúsenosťami z praktického použitia sietí typu ART. 

Pri učení sa používa fast-learning (rýchle učenie) alebo ešte častejšie jeho modifikácia, nazývaná fast learning - slow recording (rýchle naučenie a pomalá zmena hodnôt). Táto učebná stratégia funguje tak, že pre ľubovoľnú hodnotu [image: image18.png]


sa pri vytváraní novej kategórie použije fast-learning (t.j. akoby [image: image19.png]


bolo rovné jednej). No pri následných úpravách váh sa už používa slow recording, čiže v rovnici sa uplatní používateľom definovaná hodnota [image: image20.png]


. 

Ďalej sa pri návrhu tejto siete hľadali metódy ako odstrániť niektoré problémy súvisiace so sieťami typu ART a zároveň zlepšiť nimi dosahované výsledky. Pri aplikácií sietí typu ART je dôležité zohľadniť fakt, že z ich dynamiky vyplýva závislosť priebehu a výsledku učenia (koľko a akých interných kategórií sieť vytvorí) na poradí, v ktorom sú vzorky prezentované. Napríklad, aby sa sieť Fuzzy ARTMAP naučila rozpoznať N rôznych vzoriek, v ktorých každá nasledujúca je podmnožinou predošlej, je potrebných presne N prechodov vzorkami. Zatiaľ, ak by boli vzorky prezentované v opačnom poradí, sieť na ich stabilné naučenie potrebuje jediný učiaci cyklus. 

Preto je výhodné prezentovať vzorky vždy v náhodnom poradí, alebo použiť tzv. hlasovaciu stratégiu(voting strategy). Táto stratégia sa používa tak, že sa niekoľko samostatných sietí nechá naučiť tie isté vzorky s tým rozdielom, že každej z nich budú prezentované v inom poradí. Potom, pri testovaní aj pri samotnom použití, sa vzorka klasifikuje do tej kategórie, ktorú zvolí väčšina sietí. Takto sa pri mnohých testoch podarilo zvýšiť kvalitu klasifikácie. 

1.1.6 Distribuovaný ARTMAP
Distribuovaný ARTMAP (anglicky Distributed ARTMAP - dARTMAP) [8] bol navrhnutý ako neurónová sieť používajúca distribuovanú vnútornú reprezentáciu tried pre kontrolovanú klasifikáciu. Túto sieť je možné popísať ako kombináciu sietí Fuzzy ARTMAP a Distributed ART. V tejto štruktúre sú podsiete ARTa a ARTb nahradené sieťami typu dART. Naviac je modifikovaný aj mechanizmus učenia podsiete MAPFIELD, a to tak, aby zodpovedal distribuovanej reprezentácii kategórií v tejto sieti. Podobne ako pri sieťach dART, aj pre siete typu dARTMAP platí, že pri vhodnej voľbe parametrov sa celý ich algoritmus redukuje na učiaci algoritmus sietí Fuzzy ARTMAP. 

Vhodnou oblasťou použitia sietí dARTMAP je predikcia vhodnej kategórie pre prezentovanú vzorku. V tomto prípade sa neočakáva jednoznačné rozhodnutie odpovedajúce na otázku, do ktorej kategórie daná vzorka patrí. Skôr sa očakáva odpoveď vo forme distribúcie pravdepodobností, že daná vzorka patrí do ktorejkoľvek z existujúcich kategórií. Presne špecifikovať to, ako tieto vlastnosti dosiahnuť, je ale oveľa náročnejšie ako pre siete ARTMAP alebo Fuzzy ARTMAP. Táto skutočnosť je jednou z príčin, prečo ešte dosiaľ nebol vývoj sietí dARTMAP ukončený. 

Default ARTMAP
Siete Default ARTMAP sú určené pre kontrolované učenie analógových vzoriek. Tieto siete sú topologicky zhodné so sieťami Fuzzy ARTMAP. Sieť Default ARTMAP je vlastne modifikovaný Fuzzy ARTMAP u ktorého sa vo fáze testovania využíva distribuovaná reprezentáciu dát. Teda vstupný vektor je kódovaný ako WTA (winner take all) aktivácia pri fáze trénovania a ako distribuovaná reprezentácia pri fáze testovania. Pre distribuované kódovanie transformácia zdola - nahor šíreného vektora cez pole neurónov je definovaná increased - gradient CAM rule pravidlom. Default ARTMAP tak isto  implementuje MT - vyhľadávací algoritmus a nastavuje základný parameter ostražitosti (baseline vigilance) rovný nule, čo má za následok maximálnu kompresiu kódu.

Pri učení sa používa fast-learning (rýchle učenie) alebo ešte častejšie jeho modifikácia, nazývaná fast learning and slow recording (rýchle naučenie a pomalá zmena hodnôt). Táto učebná stratégia funguje tak, že pre ľubovoľnú hodnotu beta sa pri vytváraní novej kategórie použije fast-learning (t.j. akoby beta bolo rovné jednej). No pri následných úpravách váh sa už používa slow recording. Princíp fast-learning-u spočíva v takej úprave váh, aby pri ďalšom prešírení príslušnej vzorky aktivovaný neurón (ak je správny) priamo pokrýval danú vzorku.
Schopnosť ARTMAP-u vykonávať fast-learning umožňuje to, že systém je schopný zahŕňať informácie, z príkladov, ktoré sa vyskytujú ojedinele ale napriek tomu sú dôležité.

Ďalej sa pri návrhu tejto siete hľadali metódy ako odstrániť niektoré problémy súvisiace so sieťami typu ART a zároveň zlepšiť nimi dosahované výsledky. Pri aplikácií sietí typu ART je dôležité zohľadniť fakt, že z  ich dynamiky vyplýva závislosť priebehu a výsledku učenia (koľko a akých interných kategórií sieť vytvorí) na poradí, v ktorom sú vzorky prezentované. Napríklad, aby sa sieť Default ARTMAP naučila rozpoznať N rôznych vzoriek, v ktorých každá nasledujúca je podmnožinou predošlej, je potrebných presne N prechodov vzorkami. Zatiaľ čo ak by boli vzorky prezentované v opačnom poradí, sieť na ich stabilné naučenie potrebuje jediný učiaci cyklus. Preto je výhodné prezentovať vzorky vždy v náhodnom poradí, alebo použiť tzv. hlasovaciu stratégiu (voting strategy). Táto stratégia sa používa tak, že sa niekoľko samostatných sietí nechá naučiť tie isté vzorky s tým rozdielom, že každej z nich budú prezentované v inom poradí. Potom, pri testovaní aj pri samotnom použití, sa vzorka klasifikuje do tej kategórie, ktorú zvolí väčšina sietí. Takto sa pri mnohých testoch podarilo zvýšiť kvalitu klasifikácie.
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Obr 6.1: Architektúra siete Default ARTMAP (Carpenterová, 2003)
Dynamika siete Default ARTMAP

Fáza trénovania:

Na začiatku sa na vstup neurónovej siete privedie vstupný vektor a, ktorý sa komplementárne zakóduje t.z. vytvoria sa vo vstupnom vektore vedľa pôvodných hodnôt aj hodnoty rozdielu max hodnoty a pôvodných hodnôt, čo sa využíva kôli použitiu L1 metriky a spôsobu učenia resp. celého fungovania tejto siete.

Po prvom privedení vstupného vektora dochádza k počiatočnej inicializácii LTM teda dlhodobej pamäti ináč povedané, inicializujú sa váhové koeficienty medzi jednotlivými vrstvami (w - váhy spájajúce vrstvu F0 a F1, W - váhy spájajúce vrstvu F1 a F2) a vytvorí sa prvý zhluk tak, že sa privedená vzorka jednoducho skopíruje do váh smerujúcich k neurónu reprezentujúcemu tento zhluk.

Reset: nastáva vymazanie aktivácií na vrstve F1 a rho - parameter pozornosti s nastaví na pôvodnú hodnotu (štandardne je to 0,0)

Načíta sa ďalšia vzorka na vstup a vypočítajú sa aktivačné funkcie pre každý neurón vo vrstve F1 [image: image22.png]T;=|Anw (A —|w




 kde prvok ^ znamená minimum a | | sumu.

Nastane triedenie aktivácií podľa [image: image23.png]= aMl




 kde alfa je parameter o hodnote 0,01 a M je rozmer vstupného vektora (veľkosť komplementárne kódovaneho vektora, ktorý sa privádza na vstup je 2*M)

Po tomto sa vyberie neurón s najvačšou aktivačnou funkciou a otestuje sa, či spĺňa kritérium [image: image24.png]


 .

Zistí sa, či daný víťazný neurón správne predikuje danú vzorku. Ak ano, nastáva učenie alebo ak nesprávne, dochádza k match-trackingu .

Match tracking má za úlohu zabezpečiť to, aby ďalší neurón, ktorý bude vybraný nezväčšil oblasť svojej pôsobnosti viac ako by to bol urobil víťazný neurón akby bol predikoval správnu triedu. Match-tracking sa počíta podľa vzorca [image: image25.png]


 kde epsilon je konštanta štandardne o hodnote -0,001.
V prípade, že víťazný neurón predikoval správnu triedu dochádza k zmene váh podľa [image: image26.png]wi™ = BlA AW+ 1= pwT



 kde beta je učiaci parameter (štandardná hodnota 1,0 zabezpečuje fast-learning).

Fáza testovania:

Na začiatku sa na vstup neurónovej siete privedie vstupný vektor a, ktorý sa komplementárne zakóduje podobne ako pri trénovaní.

Vypočítajú sa aktivácie pre všetky neuróny v F1 vrstve a neuróny sa rozdenia do dvoch skupín podľa veľkosti aktivácie. Tie ktoré majú aktiváciu rovnú M patria do skupiny lambda1 a tie, ktoré majú väčšiu aktiváciu ako alfa*M patria do skupiny lambda2.

Ak sa vyskytne prípad, že niektoré neuróny sú v triede lambda1 t.z. ich aktivácia je presne M nastaví sa pre nich   [image: image27.png]


 

Väčšinou však nastane prípad, keď trieda lambda1 je prázdna a pre neuróny v lambda2 sa potom počíta aktivácia podľa vzorca:

   [image: image28.png]


.
Výsledná predikcia sa vypočíta:

   [image: image29.png]ay S
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 .

Na záver sa spočíta percentuálna úspešnosť. 
Parametre v Default ARTMAPe:
 – (0, ∞) slúži na kompresiu kódu, hodnota 0 umožňuje max kompresiu

  učiaci parameter, hodnota 1 zabezpečuje fast-learning  
 - (-1, 1) match tracking, štandardne -0,001
-  (0, 1) parameter pozornosti, štandardne na začiatku 0,0
Implementácia

Sieť Default ARTMAP bola implementovaná v prostredí jazykov MATLAB a C++. V ďalšom sa budeme zaoberať iba prostredím MATLAB. Keďže Default ARTMAP je vlastne modifikácia Fuzzy ARTMAPu aj samotná implementácia bola v podstate až na fázu testovania totožná. Implementácia Default ARTMAPu však nebola prioritná, keďže v tejto diplomovej práci Default ARTMAP mi slúži iba ako odrazový mostík k tomu aby sme sa dostali k implementácii distribuovaného učenia, takže výsledky implementácie som porovnával iba na “štandardnom” benchmarku kruhu v štvorci.
Výsledky, ktoré som obdržal po tomto teste ma presvedčili, že daný systém je implementovaný správne (výsledky museli byť štatisticky veľmi podobné ak nie totožné s výsledkami fuzzy ARTMAPU).
1.1.7 Výsledky
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Obr 6.1.1: Výsledky systémov triedy ARTMAP (Carpenterová, 1997)
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Obr 6.1.2: Výsledky Default ARTMAP - počet zhlukov
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Obr 6.1.3: Výsledky Default ARTMAP – percentuálna úspešnosť

Obr.6.1.1 znázorňuje 3 testované systémy a to Fuzzy ARTMAP, ARTMAP – IC a Distribuovaný ARTMAP. Ľavý stĺpec znamená, koľko dátových množín zapadlo do danej percentuálnej úspešnosti a pravý, koľko krát sa zo 100 pokusov vytvoril daný počet zhlukov.
Obr 6.1.2 znázorňuje koľkokrát sa zo 100 pokusov sa vytvoril daný počet zhlukov pri sieti Default ARTMAP, ktorú som implementoval a Obr 6.1.3  koľkokrát sa zo 100 pokusov podarilo dosiahnuť danú úspešnosť.

Keď si porovnáme dosiahnuté výsledky pri Default ARTMAPe s publikovanými výsledkami z Fuzzy ARTMAPu zistíme štatistickú zhodu. Stredná hodnota počtu aktivovaných neurónov pri Default ARTMAPe bola 16,6 a stredná hodnota percentuálnej úspešnosti pri prešírení 1000 vzoriek bola 91,5% čo je skoro totožné s výsledkami Fuzzy ARTMAPu (16,7 zhluku a 92,0% úspešnosť).
Dané testy boli vykonané na trénovacej množine 1000 vzoriek a testovacej množine 10 000 vzoriek 100 krát.
Na nasledujúcich obrázkoch vidíme akým spôsobom sa vytvárajú zhluky v systéme Default ARTMAP. Je to klasický problém kruh vo štvorci, kde plocha kruhu je rovnaká ako ostatná plocha mimo kruhu. Modrou farbou sú vyznačené zhluky ktoré kódujú prvky mimo kruhu a červenou zase zhluky, ktoré kódujú prvky vnútri kruhu.
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Obr 6.1.4: Vytváranie zhlukov v Default ARTMAPe 

(červené obdĺžniky kódujú vnútro kruhu a modré vonkajšok, kruh je znázornený žltou farbou)
[image: image34.jpg]0.9

0.8

0.7

0.6

0.5

0.4

03

0.2

0.1





Obr 6.1.5: Vytváranie zhlukov v Default ARTMAPe (podrobnejší popis viď Obr 6.1.4)
Proporčný ARTMAP
Úvod

Na začiatok by sme si mali povedať niečo o tom, prečo sa vlastne táto diplomové práca zaoberá distribuovanou aktiváciou pri fáze trénovania, keď Distribuovaný ARTMAP vlastne toto iste používa. Distribuovaný ARTMAP síce používa distribuovanú aktiváciu, ale spôsob a prevedenie tejto činnosti je sporný. Používa pri učení inverzne úmerné aktivácie, ináč povedané, čím menšiu aktivačnú funkciu má neurón, tak tým viac sa budú meniť jeho váhy a naopak, neurón s najväčšou aktiváciou sa bude meniť najmenej. Toto je hlavný problém, prečo sa Distribuovaný ARTMAP neujal. Tak iste jeho výsledky na benchmark dátach nie sú presvedčivé. Síce aktivuje oveľa menší počet neurónov, ale aj presnosť učenia klesá. 
Na Obr 7.1.1 je názorná ilustrácia fungovania Distribuovaného ARTMAPu. Každý podobrázok predstavuje jednu prešírenú vzorku a následnú reakciu siete na túto vzorku. Časť a) bola prezentovaná prvá vzorka a systém na tom mieste vytvoril zhluk R1. V ďalšej časti b) bola prezentovaná vzorka rovnakej triedy ako predchádzajúca, teda jediný možný víťaz je určite zo správnej triedy a teda nastane učenie pri ktorom sa modifikujú váhy do podoby aby pokrývali obe vzorky. V časti c) bola prezentovaná sieti vzorka druhej triedy a teda na tom mieste sa  vytvorí zhluk R2 ktorý patrí druhej triede. D) bola na vstup privedená vzorka prislúchajúca druhej triede, ale najprv vyhral zhluk R1 ale keďže nesprávne predikoval triedu nastane match-tracking a postupuje sa po ďalších zhlukoch (teda R2) ale tie neuspeju a na mieste tejto vzorky sa vytvorí zhluk R3. Nakoniec sa dostaneme k bodu e) a f) na ktorých chcem vysvetliť nesprávny základ na ktorom funguje Distribuovaný ARTMAP. V bode e) je prezentovaná vzorka o súradniciach (1, 1) patriaca do vonkajšej triedy, táto trieda aj vyhrá a nastane učenie. Trieda R2, ktorá je najbližšie prezentovanej vzorke je však skoro nezmenená zato trieda R3, ktorá je na opačnej časti „mapy“ je modifikovaná podstatne viac. Podobne sa to správa aj v bode f)
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Obr 7.1.1 Princíp fungovanie Distribuovaného ARTMAPu (Carpenterová, 1997)
Kvôli tomu teda sme prišli s prístupom odlišným od Distribuovaného ARTMAPu a tu tým, že sa počíta distribuovaná aktivácia po triedach a váhy neurónov víťaznej triedy sú menené priamo úmerne proporčnej vzdialenosti (aktivácie) neurónov teda jednoducho povedané neurón, ktorý je najviac aktivovaný sa pri učení prispôsobí najviac danej vzorke a neurón, ktorý je aktivovaný menej sa bude meniť menej v závislosti ešte od parametra distribúcie.
Topológia

Ako môžeme vidieť z nasledujúceho obrázku architektúra siete Proporčný ARTMAP je totožná s architektúrou siete Default ARTMAP. Zmeny, ktoré sú prevedené v Proporčnom ARTMAPe zasahujú iba do spôsobu činnosti tejto siete ale nie do jej rozloženia.
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Obr 7.2.1: Architektúra siete Proporčný ARTMAP (Carpenterová, 2003)
Dynamika

Základnou vlastnosťou na ktorej je postavený návrh siete Proporčný ARTMAP je distribuovaná reprezentácia aktivácií a distribuované učenie, ktorým sa líši od Default ARTMAPu, ktorý si berie ako základ na ktorom distribuovanú reprezentáciu stavia.
1.1.8 Učenie
- na začiatku nastáva inicializácia váhových spojení medzi vrstvami. Medzi vrstvami F0 a F1 (t.j. vstupnou a porovnávacou) sa nastavia váhy w na počiatočnú hodnotu 1 a medzi vrstvami F1 a F2 sa nastavia na hodnotu 0 váhy W.
- učiaci cyklus sa začína tým, že sa vstupná vzorka prekopíruje na vstup neurónovej siete. Táto vzorka už musí byť komplementárne zakódovaná, t.z. okrem súradníc pôvodných sa vo vstupnom vektore musia vyskytovať hodnoty v tvare max. hodnota – pôvodné hodnoty. 
-v prípade, že daná vzorka je prvá v poradí, t.z. že začíname trénovací cyklus, tak sa vzorka priamo skopíruje do váhových spojení spájajúcich vstupné neuróny s prvým neurónom vrstvy F1. V prípade, že daná vzorka nie je prvá v poradí, postupuje sa nasledovne:
- vypočítajú sa aktivácie všetkých aktivovaných neurónov v F1 vrstve (aktivovaných sa myslí tie, ktorým sa v procese učenia upravovali váhy v predchádzajúcich krokoch). 
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- aktivácie T(j) ktoré sú menšie ako T(j)<alfa*M sa z ďalšieho procesu vyradia, pretože aktivácie týchto neurónov je zanedbateľne malé.

- po vypočítaní aktivácií pre jednotlivé neuróny vo vrstve F1 sa vypočítajú aktivácie po jednotlivých triedach. V našom prípade budeme pre jednoduchosť výkladu uvažovať 2 triedy. 
- pri výpočte spoločných aktivácií sa používa parameter distribúcie d, ktorý funguje ako mocnina, na základe ktorej sa umocňujú aktivácie. Tento istý parameter sa používa aj pri distribúcii učenia, ale v tomto prípade má za úlohu posilniť silné aktivácie a oslabiť slabá aktivácie. Pri nastavení parametra d na vysokú hodnotu (stačí 1000) dochádza k redukcii Proporčného ARTMAPu na Default ARTMAP. Teda vysoké hodnoty d – parametra (1000) podporujú WTA-učenie a hodnoty blížiace sa k 1 umožňujú plne distribuované učenia na základe proporčnej veľkosti aktivácie príslušných neurónov.
- v ďalšom kroku dochádza k určeniu víťaznej triedy, t.j. triedy, ktorá má najväčšiu hodnotu aktivácií svojich neurónov.

- pri vysokej hodnote d-parametra sa tento proces redukuje na WTA systém, pretože najväčšia aktivácia umocnená na obrovskú hodnotu vykáže rádovo najväčšiu hodnotu a tým pádom aj celá trieda jasne vyhrá.
- pre všetky (v našom prípade 2) triedy sa vypočítaju pomerné aktivácie, t.z. v prípade, ak by daná trieda vyhrala, tak by sa váhy ku všetkým neurónom menili proporčne v závyslosti od hodnôt pomerných aktivácií. Tie majú hodnoty priamo úmerné hodnotám aktivácií príslušných neurónov a súčet pomerných aktivácií v rámci jednej triedy je 1.

- dôjde ešte k určenu neurónov s najväčšou aktiváciou pre každú triedu a to z dôvodu, ak by sa vyslytol match-tracking.

- po tomto dochádza k zisteniu, či daná trieda správne predikuje predloženú vzorku. Ak predikuje danú vzorku správne prechádza sa automaticky k fáze učenia, ak nesprávne nastáva match-tracking. 

- ako sme už skôr spomínali vo fáze učenia sa využívajú pomerné aktivácie, ktoré nám vyjadrujú pomer aktivácií neurónov v rámci jednej triedy (v rámci jednej  triedy má súčet všetkých aktivácií hodnotu 1 alebo 100%).
- v prípade, že trieda neurónov nepredikovala správne prešírenú vzorku nastáva match-tracking. Pri match-trackingu dochádza k zvýšeniu rho-parametra, ktorý má za úlohu v ďalších krokoch zabrániť tomu, aby nevyhral neuróny, ktorých oblasť pôsobnosti by sa mala rozšítiť  viac ako keby vyhral prvý neurón. Pritom sa nepoužíva distribuovaná reprezentácia, pretože tento návrh systému s ňou nepočíta a výsledky nasvedčujú tomu, že nedistribuovaná reprezentácie pri match-trackingu postačuje. Teda rho-parameter sa nastavuje podľa neurónu s najväčšou aktiváciou, ktorý bol už skôr spomínaný.
[image: image38.png]


 kde A je vstupný vektor a w je vektor váh.

- po zdvihnutí rho-parametra dochádza k zmene víťaznej triedy a otestuje sa neurón s najväčšou aktiváciou z druhej triedy. 
- podľa výsledku sa vykoná buď učenie, alebo dochádza k situácii, že v našom prípade sme prešli všetky (obe) triedy a neuróny s najväčšou aktíváciou neuspeli. V tom prípade dochádza k procesu, kedy sa tieto neuróny zmrazia a počítajú sa odznova pomerné aktivácie a znova sa stanoví pre každú triedu najaktívnejší neurón a proces sa opakuje až môže dôjsť do stavu, že sú zmrazené všetky neuróny a vtedy dôjde k vytvoreniu nového neurónu, ktorého váhy sa nastavia tak, aby pri ďalšom prezentovaní tej istej vzorky bol priamo on, ktorý bude mať najväčšiu aktiváciu.
Takto sa postupuje, až kým sa neprejde celá trénovacia množina.

1.1.9 Testovanie
Fáza testovania je totožná s fázou testovania pri Default ARTMAPe. Na vstup sa privedie komplementárne zakódovaná vzorka, pre ktorú sa počítajú aktivácie pre všetky neuróny vo vrstve F1. 

- vypočítajú sa aktivácie pre všetky neuróny v F1 vrstve a neuróny sa rozdelia do dvoch skupín podľa veľkosti aktivácie. Tie ktoré majú aktiváciu rovnú M patria do skupiny lambda1 a tie, ktoré majú väčšiu aktiváciu ako alfa*M patria do skupiny lambda2.

- ak sa vyskytne prípad, že niektoré neuróny sú v triede lambda1 t.z. ich aktivácia je presne M nastaví sa pre nich   
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- väčšinou však nastane prípad, keď trieda lambda1 je prázdna a pre neuróny v lambda2 sa potom počíta aktivácia podľa vzorca:
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- výsledná predikcia sa vypočíta:
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- na záver sa spočíta percentuálna úspešnosť a vyhodnotia výsledky.
Implementácia
Proporčný  ARTMAP bol implementovaný tak isto ako Default ARTMAP v prostredí MATLAB.
Implementáciu by som zhrnul do týchto bodov:

1. Návrh topológie siete, návrh dátových štruktúr pre prácu so sieťou a jednotlivých parametrov a  riadiacich premenných pre správne fungovanie siete v prostredí MATLAB

2. Naprogramovanie inicializačných funkcií pre správnu inicializáciu siete a návrh generátora trénovacej a testovacej množiny.

3. Návrh systému fungovania distribuovaného zhlukovania dát vo fáze trénovania a jeho naprogramovanie.

4. Naprogramovanie testovacej fázy, ktorá je totožná s testovacou fázou Default ARTMAPu

5. Návrh a implementovanie systému ktorý vyhodnocuje výsledné dáta
6. Naprogramovanie systému na vytváranie dlhodobých testov a systému na vyhodnocovanie dlhodobých testov

1.1.10 Návrh topológie siete, návrh dátových štruktúr pre prácu so sieťou a jednotlivých parametrov a riadiacich premenných pre správne fungovanie siete v prostredí MATLAB

V tomto bode bolo treba správne navrhnúť štruktúru a fungovanie dátových štruktúr a riadiacich premenných pre správne fungovanie siete. Toto je jeden z najdôležitejších bodov, pretože nesprávny návrh by sa v neskoršej dobe prejavil problémami pri ďalšom vývoji siete, čo by sa muselo riešiť modifikáciou návrhu alebo kompletne prerobením návrhu odznova.

1.1.11 Naprogramovanie inicializačných funkcií pre správnu inicializáciu siete a návrh generátora trénovacej a testovacej množiny.

V tejto fáze dochádza k vytvoreniu inicializačného systému, ktorý ma za úlohu správne nastaviť parametre siete a jej jednotlivé parametre a riadiace premenné aby mohlo dôjsť  ku korektnému fungovaniu siete.

1.1.12 Návrh systému fungovania distribuovaného zhlukovania dát vo fáze trénovania a jeho naprogramovanie.

Toto je vlastne hlavný bod diplomovej práce, návrh systému distribuovaného zhlukovania dát. Je to jadro celého problému a v tejto fáze bolo veľmi dôležité správne navrhnúť tento systém a jeho prípadná modifikácie.

1.1.13 Naprogramovanie testovacej fázy, ktorá je totožná s testovacou fázou Default ARTMAPu

V tejto fáze šlo iba o okopírovanie testovacieho algoritmu, ktorý som naprogramoval v Default ARTMAPe a jeho mierna modifikácie pre potreby rozloženia distribúcie na základe prianí používateľov systému.

1.1.14 Návrh a implementovanie systému ktorý vyhodnocuje výsledné dáta

Tu išlo iba o naprogramovanie systému, ktorý bude zaznamenávať a uchovávať dosiahnuté výsledky a aktuálnu a priemernú úspešnosť a chybu pre jednotlivé merania. Tiež je v tejto časti zahrnutý modul, ktorý mal za úlohu vizualizáciu dosiahnutých výsledkov.

1.1.15 Naprogramovanie systému na vytváranie dlhodobých testov a systému na vyhodnocovanie dlhodobých testov

Modifikácia predchádzajúceho systému pre potreby dlhodobých testov.

Experimenty

V tejto kapitole budú popísané experimenty, ktoré boli vykonané s Proporčným ARTMAPom na rôznych benchmarkoch a  s  rôznym nastavením počiatočných parametrov.

1.1.16 Experiment 1: Simulácia kruh v štvorci

1.1.16.1 Motivácia
Je to klasický benchmark pre siete typu ARTMAP na ktorom sa porovnávajú presnosť siete a počet vytvorených zhlukov (aktivovaných neurónov vo vrstve F1).
V štvorci o rozmeroch 1x1 je vpísaný kruh, ktorého obsah je rovnaký ako obsah zvyšnej časti mimo kruhu. Preto je polomer kruhu rovný približne 0,39.
1.1.16.2 Metódy

Prvý test, ktorý som spravil bol test, pri ktorom sa menili parameter d, t.z. umocnovací parameter. Tento parameter funguje asi tak, že pri vysokých hodnotách sa vďaka nemu sieť správa ako Default ARTMAP, čím som zachoval prepojenie na predchádzajúce verzie pri určitom nastavení parametrov, čo patrí k dobrým zvykom v sieťach typu  ARTMAP. Tento prístup k distribuovanému zhlukovaniu je však nový a bolo treba otestovať správanie sa siete pri rôznych hodnotách parametrov. D sa menilo od 6 do 100 s krokom 3-4 (6, 10, 13, 16, 20 atd...), a pre každú hodnotu d sa urobilo 5 experimentálnych cyklov. Vyhodnocoval sa priemer počtu vytvorených neurónov a priemer dosiahnutej presnosti na testovacej množine.
1.1.16.3 Výsledky 
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Obr 7.5.1.1: Závislosť počtu vytvorených zhlukov od parametra distribúcie d v Proporčnom ARTMAPe
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Obr 7.5.1.2: Závislosť úspešnosti od parametra distribúcie d v Proporčnom ARTMAPe
Ako vidíme na Obr 7.5.1.1 pri malých hodnotách  umocňovacieho parametra d dochádza k nárastu počtu vytváraných zhlukov ale na druhej strane sieť vykazuje vysokú priemernú chybu.  Pri ďalšom zvyšovaní d - parametra nastáva znižovanie počtu zhlukov, ktorý sa zastaví niekde pri hodnote 13,6 zhluku a pri hodnote d= 35-55 pri zachovaní priemernej úspešnosti skoro 92%. Keď ďalej zvyšujeme umocňovací parameter dochádza k miernemu nárastu počtu zhlukov na 14,6 pri hodnote d=100 pri zachovaní presnosti od 91,4% do 92%. Pri hodnotách d=1000, čo je dostatočne vysoká hodnota sa Proporčný ARTMAP redukuje na Default ARTMAP, teda funguje tam WTA – učenie a výsledky sú totožné s výsledkami Default ARTMAPu.  
1.1.16.4 Porovnanie s Default ARTMAPom
Výsledky dosiahnuté pri implementácii Default ARTMAPu boli približne 16,6 zhluku na simuláciu a úspešnosť siete sa pohybovala v okolí 91,8%. Keď teraz  vezmeme najlepší výsledok Proporčného ARTMAPu s jeho 13,6 zhlukmi na simuláciu a zachovaní presnosti do 92% podobne ako pri Default ARTMAPe môžeme usúdiť, že sa síce nedosiahlo zvýšenie presnosti naučenia sa siete iba sa zachovala, ale na druhej strane sa podarilo zvýšiť kompresiu dát a to priemerne o 3 zhluky na simuláciu.
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Obr 7.5.2.1: Príklad vytvárania zhlukov v Proporčnom ARTMAPe (kruh v štvorci)
1.1.17 Experiment 2: Simulácia diagonály

1.1.17.1 Motivácia
Tento test spočíva v rozdelení štvorca o rozmeroch 1x1 diagonálou na 2 rovnako veľké polovice a sieť sa  snaží naučiť tento problém.

Tento problém je zaujímavý pre siete typu ARTMAP a to z dôvodu toho, že využívajú L1 metriku, inými slovami vytvárajú pravidelné obdĺžniky so stranami rovnobežnými s osami a teda simulácia diagonály je z tohto pohľadu veľmi zaujímavým porovnávacím testom

1.1.17.2 Metódy
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Obr 7.5.2.1: Príklad vytvárania zhlukov v Proporčnom ARTMAPe (diagonála)
Na Obr 7.5.2.1 môžeme vidieť akým spôsobom Proporčný ARTMAP kóduje problém diagonály. Červené obdĺžniky znázorňujú zhluky kódujúce časť pod diagonálou a modré kódujúce časť nad diagonálou. Tento problém rieši Proporčný ARTMAP s nastavením parametra distribúcia d=40 s priemernou úspešnosťou 94,96% a priemerným počtom zhlukov 11,8. Pri zmenách parametra distribúcie od 20 až po 100 sa výrazné zmeny nepozorujú. Na ďalších obrázkoch je podobne ako pri probléme kruhu v štvorci znázornené, koľkokrát sa zo 100 pokusov podarilo dosiahnuť danú percentuálnu úspešnosť a koľkokrát zo 100 pokusov sa aktivoval daný počet neurónov.
1.1.17.3 Výsledky
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Obr 7.5.2.2: Počet vytvorených zhlukov v Proporčnom ARTMAPe (simulácia diagonály)
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Obr 7.5.2.2: Percentuálna úspešnosť v Proporčnom ARTMAPe (simulácia diagonály)

1.1.17.4 Porovnanie s Default ARTMAPom:
Pri simulácii tohto istého problému na systéme Default ARTMAP sme dosiahli nasledujúce výsledky. Priemerná presnosť naučenia sa siete bola 93,5% a počet vytváraných zhlukov priemerne 12,4 na simuláciu. Keď to teda porovnáme s 94,96% priemernou presnosťou a 11,8 zhluku na simuláciu pri Proporčnom ARTMAPe (nastavenie parametra distribúcie bolo d=40) nám vychádza, že lepšie v tomto teste vyšiel Proporčný ARTMAP, ktorý má skoro o 1,5% menšiu chybu a aj lepšiu kompresiu dát.
1.1.18 Experiment 3: Simulácia zašumených dát

1.1.18.1 Motivácia

Predošlé experimenty skúmali správanie proporčného ARTMAPu pri učení na nezašumených dátach. Každé reálne dáta ale obsahujú šum, preto je dôležité poznať, ako sa klasifikátor správa, keď sú dáta zašumené. Preto sme vytvorili jednoduché dáta. V našom prípade budeme riešiť problém, v ktorom je štvorec o rozmeroch 1x1 rozdelený vertikálne na 2 časti pričom v pravej časti sa nachádzajú väčšinou vzorky jednej triedy a v ľavej časti väčšinou vzorky druhej triedy. Tieto dáta sú ale zašumené ako si môžete na nasledujúcom obrázku prehliadnuť.
1.1.18.2 Metódy
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Obr 7.5.3.1: Rozloženie zašumených dát

Vo všeobecnosti je známe a z dynamiky systému nám aj vyplynie to, že siete typu ARTMAP majú so zašumenými dátami problém čo nám potvrdzuje nízka presnosť pri týchto simuláciách a vysoký počet aktivovaných zhlukov. Daná trénovacia a testovacia množina bola generovaná spojitým spôsobom t.z. hodnota bodu v priestore je závislá od jeho vzdialenosti od jednotlivých okrajov. V nasledujúcich obrázkoch je príklad ako Proporčný ARTMAP kóduje problém zašumených dát.
1.1.18.3 Výsledky
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Obr 7.5.3.2: Príklad kódovania zašumených dát Proporčný ARTMAP
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Obr 7.5.3.3: Príklad kódovania zašumených dát Proporčný ARTMAP
1.1.18.4 Porovnanie s Default ARTMAPom 
Previedli sme simulácie na oboch systémoch tak ako v predchádzajúcich simuláciách. Systém Default ARTMAP riešil daný problém zašumených dát s priemernou percentuálnou úspešnosťou 75% a vytváral v priemere 50 zhlukov na simuláciu. Proporčný ARTMAP  riešil ten istý problém so zachovanou presnosťou (75,9%) ale vytváral zhluky v počte 31,7 na simuláciu. Takže opakovane v tomto teste zvíťazil Proporčný ARTMAP, ktorý dosiahol pri rovnakej percentuálnej chybe oveľa väčšiu kompresiu dát. Výsledok Proporčného artmapu bol dosiahnutý pri parametre distribúciu d=25. Boli prevedené testy aj s rozdielnymi parametrami, ale pri d=25 sa systém správal najlepšie.
Zhodnotenie riešenia

Cieľov tejto diplomovej bolo viac ale za hlavné by som dal implementovanie Default ARTMAPu a navrhnutie a implementovanie distribuovanej reprezentácii dát pri trénovaní. Implementácia Default ARTMAPu prebehla bez väčších komplikácií a aj porovnaním výsledkov sa môžeme presvedčiť, že bol implementovaný správne. Default ARTMAP je vlastne len modifikovaný Fuzzy ARTMAP a teda aj výsledky v ňom dosiahnuté sú skoro totožné s oficiálnymi výsledkami zverejnenými pre Fuzzy ARTMAP. Pri Fuzzy ARTMAPe sa presnosť siete v probléme kruhu v štvorci a pri použití 1000 trénovacích a 10 000 testovacích vzoriek pohybovala v priemere okolo 92% a počet zhlukov vytvorených sieťou bol premerne 16,7. V prípade mojej implementácie Default ARTMAPu bola pri rovnakých testoch so zachovaním počtu trénovacích a testovacích dát priemerná presnosť 91,8% a počet aktivovaných zhlukov bol priemerne 16,6. Teda tento podcieľ diplomovej práce hodnotím na 100%.
Druhým podcieľom, omnoho dôležitejším bolo navrhnúť a implementovať mechanizmus pre distribuované zhlukovanie tried v Default ARTMAPe ktorému sa dal názov Proporčný ARTMAP. V tomto sa postupovalo spôsobom, že návrh striedala implementácia a takýmto spôsobom zkonkrétňovaním požiadaviek sa dosiahol stav, ktorého výsledkom je kompletná distribúcia  určovania víťaznej triedy/neurónu a učenia. 

Výsledky, ktoré som dosiahol na niektorých benchmarkoch sú podľa mňa z oblasti výskumu v tejto oblasti zaujímavé. 
Keď sa zameriame na štandardný test kruhu vo štvorci, tak pri porovnaní s Fuzzy ARTMAPom pri dosiahnutí len o niekoľko desatín percenta nižšej presnosti siete (niečo málo pod 92%) dochádzalo k dosahovaniu nižších hodnôt aktivovaných zhlukov a to až po 13,4 priemerne na simuláciu v závislosti od hodnoty parametra distribúcie d. Keď sa to porovná s 16,7 zhluku dosiahnutého pri Fuzzy ARTMAPe musím skonštatovať, že daný cieľ sa podarilo splniť.
Pri simulácii zašumených dát sa prejavila schopnosť (alebo neschopnosť) ARTMAPu riešiť problémy so zašumenými dátami svojským spôsobom. Systém dosahoval presnosť 75% a vytváral zhluky  okolo 30 na simuláciu. Tieto výsledky nie sú uspokojivé, ale je to dané charakterom a dynamikou systému a nie chybou v implementácii. V porovnaní s Default ARTMAPom použitým na rovnaký test však Proporčný ARTMAP vyšiel jasne ako víťaz kvôli jeho lepšej schopnosti komprimovať dáta (vytváral zhruba o 20 zhlukov menej na simuláciu ako Default ARTMAP) .
Simulácia diagonály však bol problém s ktorým si siete typu ARTMAP poradia a podľa toho vyzerali aj výsledky simulácii. Podľa hodnoty parametra distribúcie od d=25 až d=100 sieť vytvárala v priemere 11,8 zhluku na simuláciu s priemernou úspešnosťou 94,96%. V tomto teste dosiahol Default ARTMAP výsledky 93,5% presnosť a 12,4 zhluku na simuláciu.
1.2 Záver
Systém Proporčný ARTMAP sa vo všetkých testoch správal lepšie ako systém Default ARTMAP (Fuzzy ARTMAP). Pri všetkých testoch dosiahol buď porovnateľnú alebo lepšiu presnosť riešenia problému ale jeho hlavná výhoda spočíva v jeho schopnosti vykonávať väčšiu kompresiu kódu.
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